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Résumé
Une procédure d’appariement de graphes pseudo-
hiérarchique dédiée à la reconnaissance d’objets est
présentée dans cet article. A partir d’une image modèle,
un graphe est construit automatiquement en extrayant des
caractéristiques invariantes locales et en les reliant selon
une règle dite de proximité. Le graphe résultant présente
plusieurs propriétés intéressantes dont l’invariance en
échelle, la robustesse à diverses déformations non-rigides
et la linéarité du nombre d’arêtes par rapport au nombre
de nœuds. Le processus d’appariement est effectué de
manière hiérarchique afin d’augmenter la vitesse et les
résultats de détection. Par conséquent, même un apparie-
ment entre des graphes contenant des milliers de nœuds
est très rapide (quelques millisecondes). Des expériences
démontrent que la méthode surpasse les détecteurs d’ob-
jets spécifiques de l’état de l’art en termes de mesures
rappel-précision et de temps de détection.

Mots clefs
Détection d’objets, appariement de graphes, relaxation pro-
babiliste, hiérarchie.

1 Introduction
L’utilisation de points d’intérêt invariants pour la recon-
naissance d’objets (e.g. [1]) présente de nombreux avan-
tages : la détection est invariante en translation, en échelle,
en rotation et en occultation, cela sans augmentation signi-
ficative de la complexité grâce à la puissance descriptive
élevée des points d’intérêt ; l’apprentissage est inexistant ;
ces méthodes sont proches du temps réel ; et enfin elles sont
simples à mettre en oeuvre.
Cependant, extraire les points d’intérêt est une chose ; mais
détecter l’objet complet en est une autre. On peut gros-
sièrement distinguer deux catégories de méthodes pour ce
faire : (1) Les méthodes utilisant une transformation glo-
bale, et (2) les méthodes issues de l’appariement de graphe
(i.e. utilisant une transformation locale). Jusqu’à présent,
les méthodes utilisant une transformation globale ont pro-
duit des résultats très convaincants [2, 1, 3, 4]. Idéale-
ment, une transformation projective 3D devrait être sys-
tématiquement utilisée, mais le trop grand nombre de pa-

ramètres requis conduit souvent à se servir d’une transfor-
mation simplifiée (par exemple affine dans [1]) pour ap-
proximer la réalité. Un autre problème des transformations
globales est leur incapacité à traiter les déformations non
rigides, comme par exemple avec un magazine ou un vi-
sage. D’un autre côté, l’appariement de graphes apparait
comme une solution logique : après avoir extrait quelques
points saillants, à la fois l’objet modèle et la scène peuvent
être représentés sous forme de graphes. En outre, la com-
paraison de couples de sommets ou d’arêtes à une échelle
locale évite la nécessité d’une transformation globale et
donne dans le même temps plus de flexibilité au modèle
[5]. En somme, le seul problème avec l’appariement de
graphe est qu’il est NP-complet. Malgré tout, les méthodes
de relaxation comme [6, 7], historiquement assez vieilles,
sont rapides et restent compétitives dans la pratique [8]
même si aucune garantie théorique n’assure leur conver-
gence. Puisque nous nous concentrons ici sur une sous-
classe de problèmes pour lesquels nous disposons de ca-
ractéristiques locales invariantes, la détection peut encore
être optimisée grâce à une hiérarchie exploitant les infor-
mations complémentaires fournies par les caractéristiques
(i.e. leur orientation et leur échelle).

En effet, les hiérarchies se sont révélées être un moyen
efficace de réduire la charge de calcul en répartissant les
contraintes spatiales sur plusieurs niveaux d’échelle, ce
qui améliore en plus la robustesse aux variabilités intra-
classe [9]. Christmas et al. [6] ont décrit en 1995 une mé-
thode de relaxation probabiliste qu’ils ont ensuite adapté
en une pseudo-hiérarchie dans un article connexe [10].
Elle présente plusieurs avantages : le cadre est minima-
liste et simple à utiliser, la méthode est robuste au bruit, et
l’algorithme converge rapidement (généralement en moins
de 5 itérations). Malheureusement, la hiérarchie mise en
oeuvre était simpliste et difficile à généraliser car l’objet
recherché ne devait être présent qu’une seule fois dans la
scène, le nombre de niveaux utilisés (i.e. 2) était minimal
et non-modifiable, et elle nécessitait malgré tout d’utili-
ser une transformation globale. Même si nous avons utilisé
le même cadre théorique, notre méthode est parfaitement
adaptée à la détection multi-objets et étend la hiérarchie à
un nombre arbitraire de niveaux, sans transformation glo-
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bale.
La suite de l’article est organisée comme suit : nous com-
mençons par présenter brièvement la théorie originelle de
Christmas et al. [6]. Ensuite, nous introduisons la notion de
graphe de proximité dans la section 3. La procédure d’ap-
pariement pseudo-hiérarchique est décrite en détail dans
la section 4. Enfin, nous démontrons l’efficacité de la mé-
thode dans la section 5 et concluons en section 6.

2 Relaxation Probabiliste
Dans cette section, nous résumons pour le lecteur le cadre
probabiliste développé par Christmas et al. dans [6]. Soit
deux graphes complets Gm et Gs (respectivement, le
graphe modèle le graphe scène), l’objectif de l’appariement
est de trouver la meilleure correspondance entre chaque
sommet du modèle et de la scène. Dans notre formalisme,
G = (V,E,X) où E représente l’ensemble des arêtes, V
l’ensemble des sommets et X l’ensemble de leurs mesures
unaires associées (dans notre cas, un descripteur SIFT). Le
cas de l’isomorphisme de sous-graphes est traité en ajou-
tant le nœud nul v0 ∈ V m au graphe modèle. En d’autres
termes, tous les nœuds étrangers au modèle dans la scène
sont tout simplement étiquetés nuls.
Comme dans des travaux similaires, la méthode a besoin de
deux types de mesures probabilistes pour estimer la proba-
bilité de correspondances entre les noeuds de la scène et
du modèle : (a) la probabilité p(uα ← vi|xα) d’un ap-
pariement noeud-à-noeud en utilisant les attributs unaires
uniquement (uα ∈ V s, xα ∈ Xs et vi ∈ V m), et (b) une
fonction de compatibilité entre arêtes qui décrit l’affinité
entre deux paires locales présumées :

p(eαβ |uα ← vi, uβ ← vj) (1)

avec eαβ ∈ Es. Après avoir initialisé les probabilités avec
la mesure (a), la relaxation itère jusqu’à convergence selon
la règle de mise à jour suivante :

p(n+1)(uα ← vi) =

p(n)(uα ← vi)Q(n)(uα ← vi)∑
vj∈Vm p

(n)(uα ← vj)Q(n)(uα ← vj)
(2)

où

Q(n)(uα ← vi) =∏
uβ∈V s\uα

∑
vj∈Vm

p(n)(uβ ← vj)p(eαβ |uα ← vi, uβ ← vj).

(3)

Pour plus de détails, nous renvoyons le lecteur à l’article
original [6].

3 Graphe de proximité
Bien que Christmas et al. [6] aient formulé le problème
d’appariement avec des graphes complets (i.e. ∀i 6= j,

vi, vj ∈ V × V ⇒ eij ∈ E), cela n’est habituellement
pas faisable en terme de complexité. Un point très impor-
tant pour notre système est donc d’être en mesure d’assou-
plir les contraintes spatiales entre des éléments éloignés.
Curieusement, cela reste compatible avec le mécanisme de
relaxation de [6] à condition que nous forcions la fonction
de densité à valoir zéro lorsque l’arête n’existe pas :

{
∀eij /∈ Em, p(eαβ |uα ← vi, uβ ← vj) = 0
∀eαβ /∈ Es, p(eαβ |uα ← vi, uβ ← vj) = 0

(4)

Ainsi, on définit simplement le graphe de proximité comme
un graphe dans lequel les caractéristiques lointaines ne sont
pas connectées. Formellement, nous limitons l’ensemble
des arêtes à :

E =
{
eij

∣∣∣∣∀i, j ‖pi − pj‖√
σiσj

< χ

}
(5)

où p = (px, py) dénote la position d’un point d’intérêt, σ
son échelle et χ est une constante. Cette définition induit
plusieurs propriétés intéressantes pour notre application :
– La topologie du graphe est indépendante de l’échelle,

c’est à dire que les structures du graphe modèle et du
graphe de scène sont invariantes à la taille de l’objet dans
l’image.

– Chaque arête du graphe représente une connexion stable.
En effet, du point de vue d’un point d’intérêt, le bruit sur
la position relative des autres points d’intérêt augmente
avec leur distance dans l’espace-échelle pyramidale (i.e.
les points plus gros paraissent plus proches).

– Le graphe de proximité permet de réduire sensiblement
la charge de calcul tout en améliorant dans le même
temps les performances de détection (section 5).

– Globalement, le graphe présente une structure hiérar-
chique centralisée (voir figure 1.(c)). Cela est du au fait
que les patches plus grand possèdent plus de connexions.

– Aucune contrainte de planarité n’est imposée. Contrai-
rement à une triangulation de Delaunay classique [8],
notre graphe n’est pas affecté par la disparition de
noeuds due au bruit.

4 Appariement pseudo-hiérarchique
Globalement, l’appariement de graphe est traité par une
approche descendante qui commence par l’échelle la plus
grossière et termine avec la plus petite (contrairement
aux vraies approches hiérarchiques). Pour chaque niveau
d’échelle, la relaxation probabiliste est exécutée afin de
déterminer la meilleure correspondance possible entre un
sous-ensemble du graphe modèle et un sous-ensemble du
graphe de scène. Grâce à cette restriction, notre méthode
est très rapide. L’algorithme complet est détaillée dans l’al-
gorithme 1, mais nous détaillons maintenant les différentes
étapes.



4.1 Décomposition du graphe

(a) Gm1 (b) Gm2 (c) Gm3 = Gm

FIGURE 1 – Décomposition du graphe modèle (ici, 3 ni-
veaux). Les caractéristiques plus petites sont incorporées
au fur et à mesure.

Tout d’abord, nous décomposons le graphe modèle en
un ensemble de sous-graphes {Gml }

L
l=1 en se basant sur

l’échelle des points d’intérêt. Pour chaque niveau l, seuls
les éléments dont l’échelle est supérieure à un seuil sl sont
conservés (pour le noeud nul, σ0 = ∞ par convention).
Plus précisément, les seuils sont définis de telle sorte que
le plus gros soit égal à une fraction ρ ∈ [0, 1] du rayon
wobj de l’objet modèle, et le plus petit à l’échelle minimum
σmin :

sl = σmin

(
ρ.wobj
σmin

) L−l
L−1

Par conséquent, Gml = (V m,l, Em,l, Xm,l) avecV m,l =
{∀i vmi |σmi > sl} (et ainsi de suite pour Em,l et Xm,l).
Un exemple d’une telle décomposition est présenté dans la
figure 1. Notez que la topologie graphique ne change pas à
travers les niveaux, i.e. ∀l < l′, Em,l ⊆ Em,l′ ⊆ Em.

4.2 Graphe d’association
Comme dans d’autres articles traitant de sujets similaires
[11, 12], nous introduisons la notion de graphe d’associa-
tion pour décrire l’espace discret des hypothèses de corres-
pondance entre les nœuds du modèle et de la scène.
Formellement, le graphe d’association A =
(V A, EA, XA, Y A) représente les hypothèses candi-
dates examinées durant l’appariement ainsi que leurs
relations d’influence réciproque. Ici, V A est l’ensemble
des hypothèses, XA =

{
p(n)

}
les probabilités corres-

pondantes estimées à l’itération n, EA l’ensemble des
arêtes et Y A leur poids associé issu de l’équation (1).
Une illustration d’un tel graphe est donné dans la figure
2.(a). Dans la suite de cet article, nous désignons par une
hypothèse hiα ∈ V A un couple entre un nœud du modèle
et un noeud de la scène hiα = (vi, uα) et une hypothèse
nulle par h0α = (v0, uα).
Avant d’expliquer comment construire V A et EA à par-
tir du modèle et du graphe scène, nous allons maintenant

décrire un ensemble d’opérations communes à tous les ni-
veaux hiérarchiques, exécutées sur le graphe d’association,
avant, pendant et après le processus de relaxation :

Élagage dynamique du graphe. Pour augmenter en-
core les performances, le graphe d’association est élagué
à chaque itération de relaxation en éjectant les hypothèses
pour lesquelles le noeud scène associé correspond au nœud
nul avec une certaine confiance (généralement, plus de
99,9%).

Extraction des détections. Enfin, après l’achèvement du
processus de relaxation, le graphe d’association est traité
pour en extraire les détections. Premièrement, nous appli-
quons la règle du MAP pour chaque nœud de la scène, i.e.
nous éliminons toute hypothèse non-maximale en terme de
probabilité a posteriori. De plus, chaque hypothèse nulle
est également supprimé. Il reste un ensemble de compo-
santes connexes {Ck = {hiα}}, chacune d’elles représen-
tant une détection unique dans l’image scène. Notez que le
sous-graphe modèle Cmk = {vi} et le sous-graphe scène
Csk = {uα} dérivés de Ck sont également connexes dans
leur graphe respectif étant donné la construction du graphe
d’association (éq. (4), voir section suivante).

4.3 Initialisation de l’appariement
Le sous-graphe grossier Gm1 est utilisé pour l’appariement
initial. Comme ce graphe contient un petit nombre de ca-
ractéristiques, le calcul est presque instantané. Nous dé-
taillons ici les opérations nécessaires :

Génération des hypothèses. Avant le processus de re-
laxation, les attributs unaire des nœuds sont utilisés pour
fixer les probabilités de départ :

p(0)(uα ← vi) = p(uα ← vi|xα)

=
p(xα|uα ← vi)p(uα ← vi)∑

vj∈Vm p(xα|uα ← vj)p(uα ← vj)

avec p(uα ← vi) = cste puisqu’on ne peut pas l’estimer,
et :

p(xα|uα ← vi) =

{
φi(xα) si φi(xα) > ε1,

0 sinon.
(6)

Dans le cas où p(0)(uα ← vi) est nulle, alors l’hypothèse
n’est pas considérée. Nous avons supposé que le bruit de
mesure sur les descripteurs SIFT suit une distribution gaus-
sienne, c’est-à-dire φi(xα) = N (xα; xi,Σ) avec une va-
riance uniforme. En outre, si vi est le noeud nul, alors on
impose p(xα|uα ← v0) = η1 (voir section 5.1 pour savoir
comment régler ε1 et η1).

Génération des arêtes. En regardant l’éq. (2), on voit
que deux hypothèses ne doivent être connectées que si leur
compatibilité d’arêtes n’est pas nulle. Puisque nous avons
déjà forcé la compatibilité à être nulle pour chaque paire
d’hypothèses dont les noeuds correspondants ne sont pas



(a) Exemple d’un appariement initial (grossier)

(b) Ajouter des nouvelles
hypothèses

(c) et les connecter.

FIGURE 2 – (a) Illustration du graphe d’association
(noeuds oranges) entre le graphe modèle (à gauche) et le
graphe scène (à droite). (b), (c) : Algorithme de mise à jour
(voir le texte).

liés dans le graphe modèle ou dans le graphe de scène, par
définition de (4), il suffit de simplement itérer sur chaque
arête du modèle eij et chaque arête de la scène eαβ , en
reliant à chaque fois les hypothèses hiα et hjβ (à noter
que le nœud nul est connecté à tous les autres noeuds dans
le graphe modèle, y compris lui-même ), afin d’initialiser
complètement EA.
En pratique, la compatibilité d’arêtes p(eαβ |uα ←
vi, uβ ← vj) = yiα,jβ ∈ Y A est estimée en extrayant
4 invariants de eij et eαβ :

– La longueur de l’arête e(1)αβ = ‖pα − pβ‖ /(σα + σβ),

– l’angle de l’arête e(2)αβ = θαβ − θα,

– la différence d’échelle e(3)αβ = |σα − σβ | /
max(σα, σβ) et

– La différence d’angle e(4)αβ = θα − θβ
où θ désigne l’orientation d’un point d’intérêt ou d’une
arête. Nous avons supposé quatre distributions gaus-
siennes indépendantes par rapport au descripteur d’arête{
e
(n)
ij

}4

n=1
pour calculer la compatibilité finale. De même

qu’avant, si le résultat est inférieur à un seuil constant ε2,
l’arête est ignorée, et lorsque l’arête modèle contient le
noeud nul, le résultat vaut η2 (voir la section 5.1).

4.4 Mise à jour du graphe d’association
Après la première relaxation en utilisant Gm1 , on obtient
un ensemble de composantes connexes, chacune corres-
pondant à une détection localisée dans l’image scène. La
plupart de ces composantes ne contiennent qu’une seule
paire, i.e. un descripteur de la scène était semblable à un
descripteur du modèle, mais aucun autre paire en accord
n’a été trouvée dans le voisinage. Nous estimons que ces

Algorithm 1 Algorithme complet de la procédure d’appa-
riement pseudo-hiérarchique.
Initialisation (niveau l = 1) :

1. Pour chaque vi ∈ V m
1 et pour chaque uα ∈ V s :

Essayer de générer une hypothèse hiα (section 4.3).

2. Pour chaque eij ∈ Em
1 et Pour chaque eαβ ∈ Es :

Si hiα ∈ V A et hjβ ∈ V A : essayer de générer une arête
entre elles (section 4.3).

Mise à jour : Pour chaque l ∈ [2..L] :

1. Répéter R fois (nombre d’itération de relaxation) :
- Exécuter une itération de relaxation (éq. (2)).
- Élaguer le graphe d’association (section 4.2).

2. Appliquer le MAP et extraire l’ensemble de composantes
connexes {Ck}Ck=1 (section 4.2).

3. Si l = L : sortir et retourner l’ensemble des {Ck}.

4. Créer une liste vide T .

5. Pour chaque composante connexe Ck, k ∈ C (section 4.4) :
Calculer l’ensemble des noeuds voisins dans la scène Ns

k =
{uβ ∈ V s

l |uα ∈ Cs
k, uβ /∈ Cs

k, eαβ ∈ Es}.
Pour chaque uβ ∈ Ns

k et chaque vj ∈ V m
l :

- Essayer de générer une nouvelle hypothèse hjβ .
- Si succès : connecter hjβ avec Ck et ajouter hjβ à T .

6. Pour chaque hypothèse hjβ ∈ T (section 4.4) :
Pour chaque vk voisin de vj et chaque uγ voisin de uβ :
Si hkγ ∈ T : ajouter une arête entre hjβ et hkγ

détections sont insuffisantes et les éliminons.
Puis, le reste de l’algorithme de mise à jour consiste à raf-
finer itérativement le modèle (à savoir ajouter les caracté-
ristiques plus petites du modèle) en élargissant les compo-
santes connexes dans le graphe de scène (à savoir essayer
d’ajouter les voisins). L’étape d’expansion est elle-même
divisée en deux étapes : d’abord, ajouter de nouvelles hy-
pothèses impliquant les voisins de noeuds détectées (fig.
2.(b)) et, ensuite, pour relier les nouvelle hypothèses entre
elles (fig. 2.(c)). La procédure complète est résumée dans
l’algorithme 1.

5 Expérimentations
5.1 Apprentissage des paramètres
Paramètres indépendants Le cadre probabiliste déve-
loppé par Christmas et al. [6] ne nécessite pas d’hyper-
paramètres (contrairement à RANSAC, par exemple). Tou-
tefois, nous avons à apprendre à la place les constantes ε1,
ε2, η1 et η2 au cours d’une phase de pseudo-apprentissage
indépendante du modèle.
Concrètement, nous avons calibré le seuil ε1 (éq. (6)) de
manière à éliminer 99% des hypothèses candidates. C’est
plutôt généreux, puisque cela équivaut virtuellement à utili-
ser un dictionnaire visuel de seulement 1/1% = 100 mots.
Pour cela, nous avons extrait un grand nombre de descrip-
teurs SIFT dans des images naturelles et avons effectué des
comparaisons aléatoires. Ensuite, η1 a été fixé à l’espérance



de la formule (6) lorsque deux descripteurs aléatoires sont
utilisés, car cela correspond à une comparaison entre un
descripteur connu et un inconnu (le nœud nul).
Pour fixer la valeur de η2, nous avons supposé une ré-
partition uniforme sur les intervalles des quatre invariants
(section 4.3), respectivement 2, 2π, 1 et 2π, de sorte que
η2 = 1/(8π2). Nous avons alors fixé arbitrairement le seuil
ε2 à η2/10.
Enfin, le nombre d’itérations de relaxation R a été fixé à
2 sans observer de perte notable de performances, preuve
que le processus de relaxation converge très rapidement.

Paramètres dépendants du modèle Le paramètre χ
contrôle le compromis entre un graphe de proximité den-
sément connecté et une rapidité de détection élevée. En
conséquence, nous fixons ce paramètre à sa valeur mini-
male à condition que les caractéristiques du modèle sont
suffisamment connectées (i.e. |Em| / |V m| ≈ 8). Dans la
plupart des cas, une valeur de χ = 1 produit de bons résul-
tats lorsque σ correspond au rayon d’un patch SIFT. L’in-
fluence de ρ et L est étudiée dans les expériences suivantes.

5.2 Robustesse aux déformations 3D
La robustesse au changement de point de vue 3D est pré-
sentée à travers la base CMU-hotel [13]. Nous avons com-
paré des paires d’images séparées par un nombre d’images
allant de ∆ = 20 à ∆ = 80 en utilisant les points d’intérêt
SIFT. Les résultats de la figure 3 montrent que la méthode
proposée réussit à reconnaître les points présents sur les
différentes façades malgré un changement de point de vue
important.

∆ = 20 ∆ = 40 ∆ = 60 ∆ = 80
314 paires 158 paires 116 paires 69 paires

FIGURE 3 – Résultats d’appariements entres des paires
d’images séparées par ∆ frames de la base CMU-hotel
[8] (des points SIFT sont utilisés au lieu de balises po-
sées manuellement). L’approche proposée reste robuste à
un changement de point de vue 3D important.

5.3 Comparaison avec des méthodes exis-
tantes

Étant donné que notre méthode est à cheval sur deux do-
maines (à savoir, l’appariement des graphes et la détec-
tion d’objets), il est difficile de se comparer avec des mé-
thodes d’appariement de graphes existantes. En effet, notre
algorithme nécessite l’existence, pour chaque nœud d’une

échelle et d’une orientation - en plus de leur position dans
l’espace et de leur descripteur. En outre, nos graphes mo-
dèle et scène doivent avoir une structure spécifique (i.e. un
graphe de proximité). Malheureusement, ces conditions ne
sont pas remplies dans la plupart des base de test, comme
par exemple la base CMU-hotel [13, 8] (30 points d’inté-
rêt manuellement définis, échelle non disponible). Au lieu
de cela, nous avons comparé contre certaines méthodes de
détection d’objets plus traditionnelles de l’état de l’art :
– un RANSAC basique [2] (avec une homographie)
– Locally Optimized RANSAC (LO-RANSAC) [14, 4]

(similitude 2D suivie d’une homographie)
– la méthode de Lowe [1] (vote/Hough suivi d’une trans-

formation affine)

Base d’évaluation. Nous avons filmé deux courtes vi-
déos avec une caméra Sony Handycam (720x480 px).
Comme les vidéos ont été prises dans des conditions réa-
listes pour un robot d’intérieur, les vidéos contiennent na-
turellement une variété de bruits divers, dont du flou de
bougé, de l’entrelacement vidéo, un éclairage criard. Les
vidéos ont été échantillonnées pour obtenir un ensemble de
400 images (1160 noeuds par graphe scène en moyenne).
Deux objets ont été utilisés pour évaluer notre méthode
(fig. 5), chacun d’eux apparaissant environ 200 fois dans
l’ensemble de données de test. Une image en gros plan de
chaque objet a été utilisée pour construire le modèle (res-
pectivement 225 et 1093 sommets dans les graphes mo-
dèles) et pour initialiser les autres méthodes.

(1 level)
        (3 levels)
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FIGURE 4 – Courbes rappel-précision (voir le texte pour
plus de détails).

Résultats expérimentaux. Les résultats sont indiqués
dans la fig. 4 en termes de courbes rappel-précision. Pré-
cision et rappel sont définis comme Nc/Nd et Nc/Ng , res-
pectivement, avec Nc le nombre de détections correctes,
Nd le nombre total de détections et Ng le nombre de boîtes
de la vérité terrain (le plus haut est la courbe, meilleur est
le résultat). Nous avons utilisé un seuil sur la cardinalité
des composantes connexes (i.e. nombre de paires) pour gé-
nérer les courbes avec notre méthode. Quelques exemples
de détection sont présentés dans la fig. 5.
Globalement, la méthode proposée surpasse les autres.
Nous expliquons ce fait principalement par notre procé-
dure hiérarchique et par la distance utilisées entre les points
d’intérêt. En effet, l’utilisation d’une hiérarchie (courbe
“OURS 3 levels” dans la fig. 4) augmente notoirement les
performances par rapport à la même méthode sans hié-



  

FIGURE 5 – Objets modèles (en haut à gauche) et exemple
de détections (seuil fixé à 95% de précision).

rarchie (courbe “OURS 1 level”). Par ailleurs, une dis-
tance absolue entre keypoints est plus robuste au bruit, bien
qu’elle génère plus d’hypothèses de paires.

Influence des paramètres L et ρ. Nous avons tour à tour
fait varier ρ et L, chaque fois en fixant l’autre paramètre
à sa valeur optimale. Fait intéressant, les performances de
détection maximale sont atteintes pour des valeurs inter-
médiaires de ρ et L, à savoir entre 0.2 et 0.3 pour ρ et entre
3 et 6 pour L. Pour des valeurs élevées de ρ, il ne reste
plus assez de caractéristiques dans Gm1 et la détection de-
vient logiquement impossible. Le nombre de niveaux n’a
pas une grande importance tant que L ≥ 3, fixer L à 3
semble donc être le meilleur compromis car le temps de
détection augmente linéairement avec L.

Temps d’exécution. Nous avons mesuré les temps
moyens de traitement pour détecter les deux objets du mo-
dèle (deux graphes modèle de 225 et 1093 noeuds contre
un graphe scène de 1160 nœuds en moyenne) avec diffé-
rents niveaux d’optimisation :
– avec des graphes complets 1 comme dans [6] : ≈ 105 s,
– avec des graphes de proximité (L = 1) : 2,58 s,
– avec des graphes de proximité et une pseudo-hiérarchie

(ρ = 0.2, L = 3) : 0,027 s.
Comme on peut le remarquer, il y a une différence de 5
ordres de grandeur entre la première et la deuxième op-
tion, et encore un écart de 2 ordres de grandeur entre la
deuxième et la troisième option. Au final, la vitesse de dé-
tection de l’article original [6] a été améliorée d’un facteur
106. En outre, notre méthode semble très compétitive par
rapport aux détecteurs de l’état-de-l’art qui affiche chacun
des temps de détection moyens de 100 ms environs.

6 Conclusion
Nous avons montré qu’une relaxation pseudo-hiérarchique
peut être efficace en termes de temps de calcul et de perfor-

1. Ce résultat a été extrapolé à partir du nombre de noeuds et d’arêtes
dans le graphe. Pour référence, un appariement entre deux graphes com-
plets de 163 et 120 sommets prend environ 13 s.

mances de détection. Elle surpasse plusieurs méthodes de
l’état de l’art en termes de courbes rappel-précision, et le
temps de détection a été réduit de plusieurs ordres de gran-
deurs par rapport à l’approche originale grâce au graphe de
proximité et à une procédure d’appariement multi-niveau
novatrice. Nous pensons que ces résultats sont très encou-
rageants et nous essayerons d’améliorer cet aspect ainsi
que d’étendre notre méthode à la reconnaissance de classes
d’objets dans des travaux futurs.
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